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I- INTRODUCAO

O mercado brasileiro de refrigerantes € o terceiro maior do mundo, com uma produgdo
superior a 11 bilhdes de litros/ano movimentando cerca de R$ 9,5 bilhdes anuais. A frente do
Brasil encontram-se apenas Estados Unidos e México':

As oscilagdes no consumo de refrigerantes sao dependentes de uma série de fatores exogenos
ao setor: a existéncia de bens substitutos, somado a ndo essencialidade do refrigerante como
produto de consumo, faz com que a demanda tenha elevada sensibilidade em relagdo a
alteracdo de precos e¢ renda do consumidor. Pode-se dizer que, do ponto de vista do
consumidor, a presente operacdo envolve os seguintes mercados relevantes de produto:
cervejas, refrigerantes, aguas, chds, isotonicos e sucos. Todos esses produtos sdo percebidos
de forma distinta pelo consumidor. Com efeito, cada tipo de bebida ¢ demandada em
momentos especificos e, em varios casos, possuem publicos distintos. Pelo lado da demanda,
importa saber se os produtos sdo substituiveis "aos olhos do consumidor", o que implica dizer
que devem ser considerados fatores como pregos, usos e qualidades do produto, e ndo
somente sua possibilidade técnica de substituicdo. Esta possibilidade de substituicdo de
consumo também esta ligada a alteracdes nos habitos alimentares da populacdo que aumentou
a demanda por alimentos e bebidas mais naturais e saudaveis que os tradicionais refrigerantes.
Para verificar o grau de diferenciagdo da percep¢do do consumidor sobre a maior utilidade de
determinada cesta, é preciso buscar evidéncias empiricas no padrdo de consumo. Por outro
lado, a demanda ¢ influenciada por diversas variaveis de carater aleatorio (como o clima, por
exemplo), o que torna dificil de enquadrar as vendas em modelos simples de previsao (além
da presenga de sazonalidade).

Assim, torna-se necessario encontrar um modelo ideal de previsdo de demanda de
refrigerantes para estimar a configuragdo do mercado nos préximos anos. No entanto, para um

estudo econométrico de previsdo de demanda, € preciso tomar algumas precaucoes:

e Estudo econométrico ndo ¢ uma simples analise estatistica. O ferramental matematico
¢ o suporte para uma andlise economica, ou seja, ou as varidveis a serem estudadas sdo
bem escolhidas, ou o estudo perde o sentido do ponto de vista econdmico. Pouco
importard que sejam encontradas altas correlagdes ou que todos os testes sejam

atendidos, se as variaveis nao forem relacionadas no mundo real. E possivel encontrar

! Tendéncias 2002 AC Nielsen



(ou montar) varias séries de dados pouco relacionadas entre si e, ainda assim, obter-se

resultados aparentemente consistentes;

e A base de dados deve ser adequada e de boa qualidade e a técnica a ser utilizada deve

ser a apropriada para o tipo de estudo que se quer realizar.

Esse trabalho tem como objetivo encontrar um modelo que melhor se ajusta & previsao na

pratica.



II- O MERCADO BRASILEIRO DE REFRIGERANTES

No mercado Brasileiro de Refrigerantes, distinguem-se dois grupos estratégicos, com
barreiras de mobilidade entre si, e conseqiientemente com diferentes condutas e estratégias
competitivas.

O primeiro grupo ¢ formado por um pequeno numero de grandes empresas, que detém cerca
de 68% do mercado”. Fazem parte deste grupo as marcas lideres com as da multinacional
Coca-Cola e Ambev (hoje constituida pelas empresas Brahma e Antartica, além também de
ser responsavel por engarrafar e vender os produtos da Pepsi), que atuam em ambito nacional
e internacional, produzem em larga escala com forte esquema de distribuigdo e altos
investimentos em propaganda e marketing para reforcar o processo de diferenciagdo
transmitindo ao consumidor a idéia de que, por trds da marca, existe um sabor proprio, que
ndo € encontravel na concorréncia.

O segundo grupo ¢ formado por um ntimero grande de pequenas empresas, com

atuacdo regional, responsaveis pela produ¢do das Tubainas e refrigerantes de Marca Propria.
Segundo dados do anuario Tendéncias do Instituto AC Nielsen, entre 1998 e 2000 as marcas
lideres perderam participagdo em volume em 99 de 157 categorias de produtos pesquisadas,
mas as perdas foram ainda mais intensas na categoria de refrigerantes. O fato ¢ que a
hegemonia das marcas lideres das grandes empresas j4 vem sendo minada desde 1995, o ano
seguinte ao Real. Com a explosdo de consumo que se seguiu ao plano, pequenos ¢ médios
fabricantes regionais ocuparam o espacgo deixado pelas grandes marcas com pregos acessiveis
e marketing focado principalmente nos pontos-de-venda. As Tubainas chegam a custar nas
prateleiras bem menos da metade do preco das marcas tradicionais, conquistando uma fatia de
32% do mercado.

Em 2000, as Tubainas ja eram produzidas por 750 empresas, num volume de 4 bilhdes de
litros anuais. Em 1998, contavam-se menos de 50 fabricantes no pais’. Paralelo ao
aparecimento das Tubainas, os refrigerantes de Marca Propria também passaram a ganhar
participacdo de mercado, limitando ainda mais a exposi¢do nas prateleiras de marcas lideres

como Coca-Cola e Guarana Antartica.

2 Fonte: AC Nielsen
3 Dados da Consultoria Trevisa



Na verdade, além do impulso dado ao mercado consumidor com o Plano Real, esses
fabricantes locais foram muito favorecidos pela multiplicacdo das embalagens plasticas PET
substituindo as embalagens retornaveis. Substituicdo essa, que foi estimulada principalmente
pelas empresas lideres de mercado. Um dos principais fatores que propiciaram o crescimento
da embalagem descartavel foi a politica cambial adotada pelo Brasil a partir de 1994. Com o
fim da politica cambial de valorizagdo do real frente ao dolar, o preco da embalagem
descartavel aumentou, o que se refletiu na forma de aumento do prego relativo da lata e
embalagens PET descartaveis para o consumidor e em menores margens de comercializagao
para o varejista e os fabricantes.

No entanto, ndo podemos analisar essa tendéncia de substituicdo de embalagens sem nos
atentarmos para os canais de consumo. A razdo ¢ a grande diferenca na tendéncia de
crescimento do descartavel no auto-servigo contra os canais tradicional ¢ bar, indicando
claramente que a estrutura de oferta e demanda dos canais de consumo tem grande influéncia
nesse processo. Embora nosso estudo ndo pretenda avaliar e prever o consumo de refrigerante
em diferentes canais, ¢ de grande importancia identificarmos para entendermos melhor o
mercado de refrigerantes no Brasil.

Os canais de consumo, de acordo com metodologia da AC Nielsen, sdo agrupados em trés
grandes categorias: bar, tradicional e auto-servico. O canal bar compreende os
estabelecimentos comerciais aparelhados para a oferta de refrigerante a ser consumida no
proprio local de venda, (bares, lanchonetes, restaurantes e casas noturnas). No canal
tradicional, incluem-se os pontos de venda, como certas padarias ¢ mercearias, em que nao
existe a possibilidade de consumo local além da presenca do vendedor para auxiliar a compra.
J& o canal auto-servigo caracteriza-se pela presenca de caixas registradoras e pelo fato de que
o consumidor "se auto-serve", (supermercados).

Nos canais tradicional e bar, as pequenas marcas sofrem uma pequena desvantagem, pois ¢é
condicao essencial a concorréncia o desenvolvimento de extensa e eficiente rede de
distribuicdo. Além disso, esses canais tém reduzida possibilidade de estoque, exigindo visitas
dos distribuidores com periodicidade bastante curta. Neles, as empresas fornecedoras realizam
pesados investimentos em merchandising e propaganda, incluindo o oferecimento de freezers.
Assim, as barreiras a entrada nesses dois canais sao muito mais elevadas que no canal auto-
servigo. Nao € por outra razdo que no canal auto-servigo ¢ encontrada um leque muito maior

de opgdes de marcas de refrigerantes.



Outra distingdo relevante entre os canais diz respeito a embalagem predominante. No caso do
canal auto-servigo, a embalagem predominante ¢ a descartavel PET. Ja os canais tradicional e
bar ainda comercializam embalagens retornaveis. Como conseqiiéncia destas diferencas na
estrutura de oferta, tem-se que o canal auto-servigo caracteriza-se por uma variedade maior de
marcas de refrigerantes ofertadas, a um preco menor e com predominancia de PET no tipo de
embalagem vendida. Por outro lado, o preco, que ¢ varidvel fundamental a ser considerada na
demanda do consumidor por determinado produto, ¢ sistematicamente mais elevado nos
canais tradicional e bar. Nos supermercados, os consumidores estdo colocados diante de uma
situacdo quase ideal de concorréncia, onde uma gama extensa de marcas encontra-se
organizada a sua frente, com seus precos devidamente indicados. Isso tende a levar a uma
maior racionalidade do consumidor nesse canal.

O consumo brasileiro per capita de refrigerante cresceu nos ultimos anos, devido ao aumento
do poder aquisitivo das classes de menor renda conquistado a partir da estabiliza¢dao
econdmica trazida pelo Plano Real. Os fabricantes regionais ganharam poder e estrutura, mas
a recente estagnacdo das vendas das Tubainas (que precisam se modernizar para continuar
crescendo), a redugdo dos precos das marcas tradicionais e o langcamento de marcas mais
populares por parte das empresas lideres fizeram com que o cendrio para os proximos anos do

mercado de refrigerantes ficasse cada vez mais incerto.
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I1I- MODELOS DE PREVISAO

Iniciaremos agora nossa analise a partir do estudo de quatro abordagens de previsao de

demanda baseada nos seguintes modelos de séries temporais:

i.  Modelo auto-regressivo integrado de média movel - ARIMA

ii.  Modelo auto-regressivo de defasagens distribuidas- ADL

iii.  Modelo auto-regressivo vetorial irrestrito - VAR

iv.  Modelo de correcdo de erros - VEC

J& possuimos todas as séries que serdo utilizadas em nossa analise. Usamos como range o
periodo de 1994:08 2002:07. Optamos por iniciar nossos modelos a partir de agosto de 1994
pois assim, evitaremos uma quebra estrutural ocasionada pelo Real. Como o padrio de
consumo ¢ a renda do consumidor mudaram muito depois do plano, os parametros do modelo

também se alterariam.

O intervalo de previsdo serd de Julho de 2001 a Julho de 2002, portanto teremos 1 ano para

estimar as vendas de refrigerante.

As seguintes séries foram utilizadas para explicar as variagdes de volume:

e venda — Volume em mil litros de todos os fabricantes. Inclui portanto as vendas das
Tubainas além das grandes empresas como Coca-Cola e Ambev. Fonte: AC Nielsen.

e renda — Renda média real das pessoas ocupadas de 15 anos ou mais. Renda em R$
Fonte:IBGE

e prod — Indicador de Produgio de Bebida calculado pelo IBGE. Numero Indice,
1991=100

e preco — Preco médio em real da categoria de refrigerante. Fonte AC Nielsen

Os dados do instituto AC Nielsen sdo dados amostrais sujeito a um erro padrao de 2,6% com

um intervalo de confianga de 0,5%.
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O modelo de previsao deve levar em consideragao a demanda; mas se forem analisadas as
séries historicas de producdo industrial de bebidas, a demanda estard contida nessas séries.
Isso decorre da presenca de tendéncia de crescimento e de sazonalidade nas vendas: seus
incrementos e sua distribui¢ao no decorrer dos periodos podem ser captados através da analise
de séries temporais. Portanto, optamos por nao incliuir a série do Indicador de Producao de

Bebidas.
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Examinando a série de vendas, por exemplo, temos a sensacao de que ela ndo ¢ estacionaria.
A média, a variancia e as autocovariancias das séries individuais ndo parecem variar com o
tempo. Além disso, a série apresenta um claro ciclo de 12 meses atingindo o pico a cada
dezembro, em virtude das vendas do Natal. Aparentemente, estamos a diante de um processo
AR(12). A demanda por refrigerante no pais ¢ bastante sazonal, com picos acentuados nos

meses de dezembro e janeiro e quedas de consumo nos meses de junho e julho.

Em nossos modelos, trabalharemos com a série de vendas com ou sem sazonalidade e

compararemos os resultados. A série dessazonaliada tem o seguinte perfil:
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Casualidade entre as Variaveis : GRANGER*

Nosso primeiro objetivo ¢ verificar se as informagdes relevantes para previsdo das variaveis
de nosso modelo estdo contidas exclusivamente nos dados de séries temporais dessas
variaveis. Ou seja, realizaremos o teste de Granger para poder avaliar se estatisticamente
podemos detectar uma relacdo de causa e efeito entre as Vendas e a Renda onde elas estariam
se afetando reciprocamente com defasagens distribuidas.

O teste envolve a estimativa das seguintes regressdes supondo que que suas respectivas

perturbagdes ndo sejam correlacionadas:

Venda, = Z ﬂ jVendat_ i+ Z V. Renda, . +u,
j=1 i=1

Renda, = Z A Renda,_; + ZaiVendat_i +u,,
i=l1

J=1
Foram estimadas regressdes com o uso de diferentes defasagens e chegamos a resultados

diferentes pois esse teste ¢ muito sensivel ao nimero de defasagens utilizados.

Defasagens F-Statistic Probability
4 Renda - Yenda 1.13194 0.34713|Rejeita
“enda- Renda 772289 2 40E-D5|Nao Rejeita
12 Fenda - %enda 1.80076( 006593 |Rejeita
“Wenda- Renda 14.1764| 3.00E-13|Nao Rejeita
15 Henda - %enda 269214 0.00445|Nado Rejeita
Yenda- Henda 1.94206( 0.04074|Rejeita

No caso de quinze defasagens, Renda causa Venda, mas Venda nao causa Renda o que ndo
parece acontecer na Economia. No entanto, ao testarmos com 4 e 12 defasagens temos que

Renda ndo causa Venda e que Venda causa Renda.

Como nao podemos ter muita confianga em nossos resultados, devemos ter muita cautela ao

utilizarmos essa metodologia.

* Gujarati, Damodar N.Basic Econometrics pg 626
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Assim, decidimos por apenas mencionar o teste como um mecanismo de captar as relagdes
causa-efeito entre as variaveis, mas ndo utilizaremos de seus resultados no restante de nosso

trabalho.

Como calcular a Elasticidade-Renda da Demanda?

Um fator determinante do poder de mercado de uma empresa ¢ a elasticidade da sua demanda.
Assim, o calculo dessa elasticidade passa a ter grande importancia, para uma avaliagdo do
poder de mercado da firma.

Em principio, acreditamos que por ndo se tratar de um bem essencial para o consumo, € por
ter alguns bens substitutos, uma variacdo negativa na renda do consumidor ocasiona uma
diminui¢ao da renda do consumidor. O seguinte modelo de regressdo exponencial podera nos

dar o valor da elasticidade procurada.

InYy, = ﬂlXiﬂzeul

Que pode ser escrito como um modelo linear nos parametros da seguinte forma:
InY=a+pf,InX, +u,

Onde o ﬁ 5 mede exatamente a elasticidade-renda

O mais provavel é que a demanda seja renda-inelastica, pois refrigerante nao ¢ um bem de
luxo, sua elasticidade € menor que 1. Para a elasticidade preco, deve-se usar o mesmo

procedimento.

Mais tarde, quando tivermos os modelos corretamente estimados, poderemos saber em valores
absolutos a magnitude da elasticidade, compreendendo assim o comportamento do

consumidor de refrigerantes.
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i) MODELO ARIMA

Essa metodologia envolve o uso de uma regressdao para a investigacdo das relacdes de
defasagem entre as varidveis das séries, com a finalidade de estabelecer a relacdo funcional
mais apropriada para as previsoes.

Na verdade, ndo poderemos tirar nenhuma conclusdo econdmica a partir do modelo ARIMA,
que ¢ conhecido como “atedrico”. Isto acontece pois Y s6 ¢ explicado por seus valores
defasados e dos termos do erro estocastico.

O modelo ARIMA(p,d,q) ¢ um modelo auto-regressivo integrado de média mével onde p € o
nimero de termos auto-regressivos, d € o numero de vezes que a série foi diferenciada para
torna-la estacionaria e q , o nimero de termos de média movel.

No entanto, o primeiro passo para estimar o modelo é verificar a estacionariedade da série.
Uma série € ndo estaciondria quando sua média e variancia ndo sao constantes ao longo do
tempo. Sem tomar as devidas precaucdes e trabalhando com séries desse tipo, os testes t e F
ndo apresentardo as distribuigdes padrdo, portanto nao terdo significado. Para ndo obtermos
conclusdes viesadas sobre a significincia dos pardmetros de nossos modelos devemos
verificar se a série € estacionaria para enfim, podermos ter uma base valida para a previsao.
Apos tornar as séries estaciondrias, desenvolveremos detalhadamente a metodologia Box-
Jenkins, que consiste no ajustamento de modelos auto-regressivos-integrados-médias moveis

(ARIMA) a conjuntos de dados como segue o quadro a seguir’:

> Apostila do Curso de Técnicas de Pesquisa em Economia ,Marco Antonio F. de H.Cavalcanti e Fabricio

Melo, PUC-Rio
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Postulacdo de uma

classe geral de
modelns

,

Identificacdo de um
_ modelo a ser estimado

'

Estimacao dos
parametros do modulo

|

Diagnéstico de
adequacao do modelo

INADEQUADO ADEQUADO
Previsdo das Vendas

Na fase de identificacao, verifica-se a estacionariedade das séries a serem modeladas. Caso
essa condi¢do ndo seja naturalmente satisfeita, deve-se tentar tornd-las estacionarias através
da diferenciagdo. E nessa fase que determinamos os valores de p, d e ¢, identificando qual
processo serda modelado. Na fase de estimagdo, os pardmetros do modelo sdo obtidos pela
maximizagdo da fun¢do de verossimilhanga condicional. Isso equivale a estimag¢do por
minimos quadrados, assumindo a normalidade dos residuos.

O proximo passo € verificar se 0 modelo escolhido se ajusta razoavelmente aos dados. Os
testes de aderéncia tém por finalidade verificar se a seqiiéncia dos residuos estimados
caracteriza-se como um "ruido branco", isto ¢, ndo exista autocorrelacdo entre eles. Na
hipétese de auséncia da autocorrelacdo, considera-se o modelo adequado; caso contrario,

volta-se ao estagio inicial da identificag¢do para a sele¢do de outra alternativa.
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Nosso ponto agora ¢ verificar as Fungdes de auto-correlacio (FAC) e fungdes de auto-
correlagdo parcial (FACP) através dos correlogramas.

Observando o grafico e o correlograma abaixo da série de Vendas, podemos observar que as
FAC’s nas defasagens 1, 2, 3, 9, 10, 11, 12, 13 e 24 parecem ser estatisticamente diferentes de

zero. Na FACP, todas defasagens com excecdo das 1, 12 e 13.

FAC

FACP
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Date: 11/29/02 Time: 17:16
Sample: 1994:08 2002:07
Included observations: 96

Autocorrelation

Partial Correlation

AC

PAC

Q-Stat

Prob
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11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36

0.484
0.331
0.294
0.022
-0.088
-0.141
-0.111
0.061
0.280
0.271
0.400
0.750
0.321
0.212
0.152
-0.077
-0.151
-0.225
-0.172
0.002
0.185
0.186
0.296
0.558
0.178
0.085
0.035

0.484
0.126
0.123
-0.244
-0.115
-0.083
0.102
0.249
0.358
0.011
0.107
0.595
-0.380
-0.092
-0.090
0.045
-0.128
-0.097
0.034
-0.088
0.001
0.039
0.009
0.046
-0.108
-0.024
0.044

-0.140 0.081
-0.178 0.014
-0.254 -0.036
-0.207 -0.085
-0.049 -0.065
0.095 -0.033
0.092 0.012
0.176 -0.048

0.369 -0.067 _

23.156
34.104
42.825
42.876
43.672
45.762
47.058
47.461
55.965
64.018
81.727
144.81
156.45
161.61
164.30
165.00
167.71
173.81
177.41
177.41
181.69
186.08
197.33
238.07
242.29
243.26
243.43
246.13
250.56
259.72
265.95
266.30
267.63
268.92
273.70
295.03

0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000

~0.000

A titulo de ilustragdo, analisaremos as FAC e FACP da série dessazonalizada das vendas. A
FAC diminui exponencialmente e até¢ a 24 defasagem elas sdo estatisticamente significantes
diferentes de 0. Este ¢ o padrdo tipo de uma série ndo estacionaria. A FACP diminui

drasticamente depois da primeira defasagem
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Date: 11/29/02 Time: 17:24
Sample: 1994:08 2002:07
Included observations: 96

Autocorrelation Partial Correlation

AC PAC

Q-Stat

Prob
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0.762 0.762
0.696 0.275
0.665 0.185
0.577 -0.048
0.572 0.129
0.607 0.219
0.528 -0.099
0.544 0.099
0.533 0.033
0.470 -0.047
0.480 0.048
0.505 0.118
0.439 -0.076
0.410 -0.114
0.367 -0.071
0.305 -0.045
0.306 0.013
0.310 0.025
0.254 -0.073

57.466
105.89
150.66
184.65
218.45
257.01
286.45
318.06
348.81
372.96
398.46
427.02
448.87
468.17
483.86
494.78
505.96
517.52
525.43

0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
0.000
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. | 20 0299 0.121 536.51 0.000

| 21 0.286 0.015 546.74 0.000
0.250 0.003 554.67 0.000
| 23 0.259 0.006 563.30 0.000
| 24 0.195-0.151 568.26 0.000
| 25 0.160 -0.002 571.63 0.000
0.156 -0.036 574.91 0.000
. | 27 0.116 -0.003 576.73 0.000
. | 28 0.121 0.069 578.74 0.000
| 29 0.122 -0.036 580.85 0.000
| 30 0.104 0.027 582.39 0.000
| 31 0.060 -0.122 582.91 0.000
0.076 0.060 583.77 0.000
| 33 0.042 -0.044 584.03 0.000
| 34 0.032-0.031 584.18 0.000
| 35 0.004 -0.089 584.18 0.000
| 36-0.073 -0.157_585.02_0.000

N
N

N
»

Cet

*

w
N

"%

Nao devemos apenas nos basear nos padrdoes das FAC’s e FACP’s para verificar a presenca
ou ndo de estacionariedade nas séries. Devemos também realizar o teste de raiz unitaria de
Dickey-Fuller (DF) (ou Dickey-Fuller Aumentado (ADF), para corrigir autocorrelacdo nos

erros).

O teste depende da equacdo estimada, de quantas defasagens em primeira diferenca da
variavel devem ser incluidas, e se também hé inclusdo de tendéncia e intercepto. Deve-se,
antes de mais nada, observar a significdncia dos pardmetros comecando com um modelo mais
geral com tendéncia, intercepto e um numero considerdvel de defasagens que deve ser
reduzido enquanto ndo se estiver rejeitando a hipotese de raiz unitaria. Se ndo chegar a um
valor minimo de defasagens e ndo se consiga rejeitar a hipotese nula de raiz unitaria, bem
como a tendéncia ndo seja significante, deve-se retira-la e reestimar novamente apenas com o

intercepto e um niimero grande de defasagens...assim por diante.

Logo, temos que a série de Vendas ¢ estaciondria. Pois rejeitamos a hipdtese nula de nao

estacionariedade a um nivel de significancia de 5%., conforme segue o teste abaixo:

ADF Test Statistic -3.673923 1% Critical Value* -4.0686
5% Critical Value -3.4626
10% Critical Value -3.1574

*MacKinnon critical values for rejection of hypothesis of a unit root.

Augmented Dickey-Fuller Test Equation
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Dependent Variable: D(VENDA)

Method: Least Squares

Date: 11/29/02 Time: 18:25

Sample(adjusted): 1995:07 2002:07

Included observations: 85 after adjusting endpoints

Variable Coefficient  Std. Error t-Statistic Prob.
VENDA(-1) -1.831689  0.498565 -3.673923  0.0005
D(VENDA(-1)) 0.775356  0.461055 1.681702  0.0970
D(VENDA(-2)) 0.682945  0.423907 1.611073  0.1115
D(VENDA(-3)) 0.907778  0.370976  2.447000 0.0168
D(VENDA(-4)) 0.821950  0.322038  2.552336  0.0128
D(VENDA(-5)) 0.632874  0.281568  2.247676  0.0277
D(VENDA(-6)) 0.208724  0.254846  0.819020  0.4155
D(VENDAC(-7)) -0.100539  0.225658 -0.445536  0.6573
D(VENDAC(-8)) -0.219480  0.203505 -1.078499  0.2844
D(VENDA(-9)) 0.036419  0.165704  0.219782  0.8267
D(VENDA(-10)) -0.030742  0.119812 -0.256588  0.7982

C 13946.25  3685.386  3.784203  0.0003
@TREND(1994:08)  47.32383 14.89806  3.176510  0.0022
R-squared 0.643775 Mean dependent var 26.78500
Adjusted R-squared 0.584404 S.D. dependent var 1591.360
S.E. of regression 1025.897  Akaike info criterion 16.84442
Sum squared resid 75777506  Schwarz criterion 17.21800
Log likelihood -702.8879  F-statistic 10.84329
Durbin-Watson stat ~ 2.045977  Prob(F-statistic) ~0.000000

Desse modo, ndo precisaremos tornar a séries estaciondrias. Com as FAC’s e FACP’s
analisadas e a estacionariedade da série testada, estamos aptos para identificar o Modelo
ARIMA a ser usado na previsdo. Podemos concluir que no nosso caso, o parametro d ¢ zero,
pois trata-se de uma série estacionaria.

Inicialmente iremos supor um AR(24) onde ndo necessitaremos incluir os termos até 24, mas
somente os que forem estatisticamente significativos. Assim, temos que nosso modelo AR

identificado € o seguinte:
Yt=B1+B2Ye-1+P3Ye-2+P4Y-3+PBsYe-0+P6Y-10+B7Ye-11+BsYe-12+BoYi-13+ P10 Y- 24

Dependent Variable: VENDA

Method: Least Squares

Date: 11/29/02 Time: 18:50

Sample(adjusted): 1996:08 2001:06

Included observations: 59 after adjusting endpoints

Variable Coefficient ~ Std. Error t-Statistic Prob.
C 684.2768 993.9512 0.688441 0.4944
VENDA(-1) 0.258314 0.135909 1.900638 0.0632
VENDA(-2) 0.016234 0.054124 0.299948 0.7655
VENDA(-3) 0.000195 0.054825 0.003565 0.9972
VENDA(-9) 0.025017 0.057019 0.438758 0.6628
VENDA(-10) -0.009474 0.055755 -0.169927 0.8658
VENDA(-11) 0.017769 0.054477 0.326183 0.7457
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VENDA(-12) 0.864125 0.128109 6.745235  0.0000
VENDA(-13) -0.321896  0.138622 -2.322119  0.0244
VENDA(-24) 0.106903  0.133741 0.799325  0.4280
R-squared 0.903218 Mean dependent var 9169.234
Adjusted R-squared 0.885442 S.D. dependent var 1457.997
S.E. of regression 493.4803 Akaike info criterion 15.39411
Sum squared resid 11932616  Schwarz criterion 15.74623
Log likelihood -444.1262  F-statistic 50.81027
Durbin-Watson stat ~ 2.176516_ Prob(F-statistic) ~0.000000

Para sabermos se o modelo tem um ajuste ideal o proximo passo ¢ obter as FAC e FACP dos

residuos.

FAC

FACP

Nenhuma das autocorrelagdes individuais s3o estatisticamente significativas e

ocomportamento dos residuos ¢ puramente aleatério.



22

Date: 11/29/02 Time: 19:00
Sample: 1996:08 2001:06
Included observations: 59

Autocorrelation Partial Correlation AC PAC Q-Stat Prob
. N 1 0.055 0.055 0.1863 0.666
A J. 2 -0.066 -0.069 0.4587 0.795
. J. ] 3 -0.094 -0.087 1.0312 0.794
. N 4 -0.003 0.003 1.0318 0.905
A S 5-0.124 -0.137 2.0490 0.842
A S 6 -0.130 -0.129 3.1995 0.783

I

I

I

I

I

| e 7 -0.026 -0.034 3.2451 0.861

| | 8 -0.119 -0.169 4.2413 0.835

| o 9 -0.044 -0.074 4.3831 0.884

| S 10 -0.033 -0.087 4.4625 0.924

| | 11 -0.002 -0.091 4.4630 0.954
: | : | 12 0.129 0.080 5.7428 0.928
N A 13 -0.004 -0.091 5.7441 0.955

| e 14 0.074 0.029 6.1843 0.962

I

I

|

|

I

I

I

I

I

K A 15 -0.101 -0.141 7.0135 0.957
| AN 16 -0.044 -0.105 7.1788 0.970
A 17 -0.102 -0.134 8.0705 0.965

. 18 0.071 0.016 8.5130 0.970
.0 19 0.037 -0.030 8.6363 0.979

I . | 20 0.091 0.079 9.4051 0.978
. *l. | 21-0.058-0.125 9.7254 0.982
. . | 22 0.011-0.002 9.7374 0.989
. . | 23-0.055-0.125 10.039 0.991
.

l. | 24 0.014-0.040_10.058 0.994

Com o objetivo de se achar um melhor modelo , retiraremos as defasagens com maior p-valor
e observaremos o efeito da extragdo dessas defasagens sobre os critérios de informacao de

Akaike e Schwarz.

Variaveis retiradas Akaike info criterion Schwarz criterion

15.39411 15.74623

3 15.36021 15.67712

10 15.32693 15.60863

11 15.29472 15.5412

15.26383 15.4751

9 15.23315 15.40921

24 15.13744 15.26593

1 15.17674 15.2731




Dependent Variable: VENDA

Method: Least Squares

Date: 11/29/02 Time: 19:33

Sample(adjusted): 1995:09 2001:06

Included observations: 70 after adjusting endpoints

Variable Coefficient  Std. Error t-Statistic Prob.

C 991.0131 387.5175 2557338 0.0129
VENDA(-1) 0.230553  0.107091 2152872  0.0350
VENDA(-12) 0.969411 0.042785  22.65790  0.0000
VENDA(-13) -0.279389  0.104733 -2.667637  0.0096
R-squared 0.907463 Mean dependent var 8986.155
Adjusted R-squared 0.903257 S.D. dependent var 1465.437
S.E. of regression 455.8026  Akaike info criterion 15.13744
Sum squared resid 13711897  Schwarz criterion 15.26593
Log likelihood -525.8105 F-statistic 215.7435
Durbin-Watson stat _ 2.156070 _ Prob(F-statistic) ~0.000000

Os residuos dessa série também apresentam padrao aleatério como segue:

Date: 11/29/02 Time: 19:36
Sample: 1995:09 2001:06
Included observations: 70

Autocorrelation Partial Correlation AC PAC Q-Stat Prob

. . 1 0.019 0.019 0.0268 0.870
. . 2 0.006 0.006 0.0296 0.985

A Ao 3 -0.104 -0.105 0.8509 0.837
. N 4 -0.004 0.000 0.8519 0.931
| S 5-0.191 -0.192 3.6833 0.596
. A 6 -0.095 -0.103 4.3951 0.623
| . 7 -0.022 -0.022 4.4322 0.729

A 8 -0.091 -0.141 5.1046 0.746

I

I

|

| e 9 -0.016 -0.043 5.1268 0.823

| . 10 0.016 -0.035 5.1478 0.881

| S 11 -0.031 -0.110 5.2318 0.919

| e 12 0.077 0.051 5.7469 0.928

| e 13 0.007 -0.055 5.7515 0.955
: | N 14 0.066 0.015 6.1429 0.963
S A 15 -0.083 -0.089 6.7680 0.964

I

I

|

I

|

I

I

I

I

e . 16 0.016 -0.036 6.7933 0.977
. A 17 -0.144 -0.149 8.7731 0.947
P N 18 0.097 0.079 9.6922 0.941
. A 19 -0.042 -0.068 9.8687 0.956
. . 20 0.081 0.040 10.526 0.958
. . | 21-0.087 -0.108 11.311 0.956
. . | 22 0.127 0.079 13.011 0.933

. . | 23-0.077 -0.099 13.655 0.936

l. | 24 0.020 0.003 13.699 0.953

Portanto ja temos o nosso modelo de vendas definido:
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O Modelo ARIMA calculado, apresenta uma bom ajuste a variagdes no volume, no entanto,
ndo conseguiu prever a forte queda de volume acontecida em Janeiro de 2002. Mas para
verificar a acuracidade das previsdes feitas, devemos observar a estatistica "Theil Inequality

Coeficient"

Supondo que a amostra estimada ¢ t=S , S+1,..., S+h e denotando o valor atual e estimado no

periodo t como y; e v, a estatistica € reportada da seguinte forma:

Ela varia de 0 a 1, sendo o menor valor um ajuste perfeito entre a variavel estimada e a

previsao.

O erro médio previsto ¢ ser decomposto em:

Bias Proportion —o qudo distante a média da estimativa esta da média real:

X

Variance Proportion — o qudo distante a variancia da estimativa esta da variancia real:

X

Covariance Proportion - mede a existéncia de erros nao previstos:

X
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Root Mean Squared Error ~ 596.2563
Mean Absolute Error 470.0604
Mean Abs. Percent Error 5.331428
Theil Inequality Coefficient 0.030320
Bias Proportion 0.439329
Variance Proportion 0.073918
Covariance Proportion  0.486753

Observando nossa previsdo podemos observar a partir das estatisticas mencionadas que

a série de vendas encontra-se com um Theil Inequality Coefficient muito baixo, a propor¢ao
da variancia também muito baixa mas com um proporg¢ao de viés consideravel indicando que
a média da estimativa nao estd muito proxima das vendas reais. Na verdade, o més de Janeiro
contribuiu gravemente para essa estatistica, o que pode ter acontecido devido a uma falha de
execugdo das firmas de refrigerante ou de um fator economico que ndo conseguimos filtrar
com esse modelo. No entanto, chegamos a conclusdo de que o modelo de previsdo esta
corretamente estimado e portanto nos leva a uma boa previsao das vendas futuras para os anos

posteriores.

Um previsao € razoavel quando a proporc¢ao do bias e da variancia sao pequenas sendo a

maior parte da tendéncia concentrada na propor¢do da covariancia®.

6 Pindyck, Robert S. and Daniel L. Robinfeld (1998) Econometric Models and Economic Forecasts, 4™ edition,
Mc Graw -Hill




ii) MODELO SAZONAL MULTIPLICATIVO

Quando analisamos a FAC e a FACP da série das vendas, analisamos um forte perfil de

sazonalidade:

FAC

Agora, aplicaremos um modelo sazonal multiplicativo especifico para séries sazonais onde:

SARIMA(1,0,0) X (1,0,0)12

Dependent Variable: VENDA

Method: Least Squares

Date: 11/30/02 Time: 15:49

Sample(adjusted): 1995:09 2001:06

Included observations: 70 after adjusting endpoints

Convergence achieved after 8 iterations
VENDA=C(1)*VENDA(-1)+C(2)*VENDA(-12)-C(1)*C(2)*VENDA(-13)

Coefficient Std. Error t-Statistic Prob.

C(1) 0.318783  0.101454  3.142139  0.0025

C(2) 1.042516  0.009473 110.0538  0.0000
R-squared 0.897853 Mean dependent var 8986.155
Adjusted R-squared 0.896351 S.D. dependent var 1465.437
S.E. of regression 471.7915  Akaike info criterion 15.17911
Sum squared resid 15135934  Schwarz criterion 15.24335
Log likelihood -529.2687  F-statistic 597.7072

Durbin-Watson stat ~ 2.253686 _ Prob(F-statistic) ~0.000000
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Bias Proportion 0.552977
Variance Proportion 0.004272
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Podemos perceber que o modelo sazonal multiplicativo superestimou o volume numa
propor¢ao maior que o modelo ARIMA calculado anteriormente. No entanto, ambos modelos
apresentam um baixo Theil Inequality Coefficient e um Bias Proportion indicando que a
média da estimativa estd um pouco distante da média real. A proporc¢ao na varidncia ¢ muito
baixa, mas no geral o modelo SARIMA apresenta um bom ajuste aos dados reais.

Nosso proximo passo portanto, € incluir em nossa analise um modelo que inclua variaveis
exdgenas e possam explicar as vendas a partir de seus valores defasados bem como de
variaveis econdmicos que possam influenciar o comportamento do consumidor. Assim,

daremos inicio a estima¢do de um modelo de defasagens distribuidas — ADL.
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iii) MODELO ADL

Como o modelo auto-regressivo € “atedrico” e ndo pode ser relacionado a ele nenhuma teoria
econdmica, ndo podemos identificar nele o comportamento do consumido frente & mudangas
das principais varidveis macro-econdmicas.

Assim, torna-se necessario um modelo em funcao dos valores defasados nas vendas, dos
valores contemporaneos e defasados de varidveis exdgenas além do distarbio aleatorio.

Desenvolveremos um modelo de defasagens distribuidas — ADL

Iniciaremos a estima¢do com um numero grande de defasagens respeitando a
homocedasticidade dos residuos. Em seguida, as defasagens de maior valor devem ser
retiradas com atengao nos critérios de informagao para depois verificar se os dados sao

consistentes com a teoria economica.

Dependent Variable: VENDA

Method: Least Squares

Date: 11/30/02 Time: 16:48

Sample(adjusted): 1995:09 2001:06

Included observations: 70 after adjusting endpoints

Variable Coefficient  Std. Error t-Statistic Prob.
VENDA(-1) 0.213785 0.148511 1.439523 0.1572
VENDA(-2) 0.228818 0.129135 1.771926 0.0835
VENDAC(-3) 0.086288 0.128433 0.671854 0.5053
VENDA(-4) -0.363426 0.132184  -2.749387 0.0087
VENDA(-5) 0.084334 0.135578 0.622034 0.5372
VENDA(-6) 0.067015 0.131836 0.508316 0.6138
VENDA(-7) -0.036516 0.129160 -0.282721 0.7787
VENDA(-8) -0.072379 0.117500 -0.615987 0.5412
VENDA(-9) 0.244982 0.107529 2.278290 0.0277
VENDA(-10) -0.016811 0.111257 -0.151102 0.8806
VENDA(-11) 0.030522 0.115296 0.264725 0.7925
VENDA(-12) 0.532799 0.118029  4.514129 0.0000
VENDAC(-13) 0.071739 0.135348 0.530033 0.5988

RENDA 69.41129 33.91746 2.046477 0.0469
RENDA(-1) -12.38771 49.74901  -0.249004 0.8045
RENDA(-2) -98.48228 45.05509 -2.185819 0.0343
RENDA(-3) 20.34571 44.61094 0.456070 0.6506
RENDA(-4) 116.3770  44.55565 2.611948 0.0123
RENDA(-5) -47.75481 46.64595 -1.023772 0.3117
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RENDA(-6) -69.34391 45.66867 -1.518413  0.1362
RENDA(-7) 51.11893  46.43929 1.100769  0.2771
RENDA(-8) 66.75903  44.95780 1.484927  0.1449
RENDAC(-9) -80.21014  41.29157 -1.942531 0.0586
RENDA(-10) -14.56140  41.71161  -0.349097  0.7287
RENDA(-11) -25.07220  40.71967 -0.615727  0.5413
RENDA(-12) 101.9878  46.52617  2.192053  0.0338
RENDA(-13) -81.16977  32.81609 -2.473475  0.0174
R-squared 0.955597 Mean dependent var 8986.155
Adjusted R-squared 0.928749 S.D. dependent var 1465.437
S.E. of regression 391.1677  Akaike info criterion 15.06028
Sum squared resid 6579522. Schwarz criterion 15.92756
Log likelihood -500.1099 F-statistic 35.59255
Durbin-Watson stat ~ 1.823416_ Prob(F-statistic) ~0.000000

Retirando as defasagens com maior p-valor, temos um novo modelo:

Variaveis retiradas Akaike info criterion Schwarz criterion

15.06028 15.92756
venda 10 15.03224 15.8674
venda 11 15.00496 15.80799
renda 1 14.97854 15.74946
venda 5 14.95553 15.69432
venda 7 14.92829 15.63496
renda 3 14.90233 15.57688
venda 8 14.88493 15.52735
venda 6 14.8602 15.47051
venda 13 14.84156 15.41974
renda 10 14.83972 15.38578
renda 5 14.85674 15.37068

Method: Least Squares

Date: 11/30/02 Time: 17:00

Sample(adjusted): 1995:09 2001:06

Included observations: 70 after adjusting endpoints

Variable Coefficient  Std. Error t-Statistic Prob.
VENDA(-1) 0.233350 0.068916 3.386023 0.0013
VENDA(-2) 0.242526 0.078687 3.082176 0.0033
VENDA(-3) 0.153406 0.049936 3.072083 0.0034
VENDAC(-4) -0.292712 0.068287 -4.286504 0.0001
VENDAC(-9) 0.208041 0.060918 3.415067 0.0012
VENDA(-12) 0.525248 0.094677 5.547803 0.0000

RENDA 66.00359 20.13625 3.277849 0.0018
RENDA(-2) -88.38706 28.16268 -3.138446 0.0028
RENDA(-4) 91.11809 25.55067 3.566172 0.0008
RENDA(-5) -25.25110 16.05823 -1.572470 0.1218
RENDA(-6) -51.08943 18.20469 -2.806388 0.0070
RENDA(-7) 31.50666 17.84514 1.765560 0.0832
RENDA(-8) 43.68938 17.90655 2.439854 0.0181
RENDA(-9) -59.26652 23.78968 -2.491271 0.0159
RENDA(-11) -38.39584 14.85242 -2.585157 0.0125
RENDA(-12) 101.8178 31.85165 3.196626 0.0023
RENDA(-13) -74.86784 22.27319 -3.361343 0.0014

R-squared 0.952608 Mean dependent var 8986.155



Adjusted R-squared 0.938301

S.E. of regression 364.0037
Sum squared resid 7022430.
Log likelihood -502.3901

Durbin-Watson stat 1.912452

Os residuos sdo “bem comportados™ , ou seja, ndo apresentam nenhum sinal de

autocorrelagdo, conforme podemos observar no correlograma a seguir:

Date: 11/30/02 Time: 17:02
Sample: 1995:09 2001:06
Included observations: 70

S.D. dependent var
Akaike info criterion
Schwarz criterion
F-statistic
Prob(F-statistic)

1465.437
14.83972
15.38578
66.58344
0.000000

Autocorrelation Partial Correlation

AC  PAC

Q-Stat Prob

1 -0.024 -0.024
2 -0.131 -0.132
3 -0.077 -0.086
4 -0.040 -0.064
5 0.142 0.120
6 -0.112 -0.128
7 0.037 0.061
8 0.099 0.091
9 0.039 0.056
10 -0.046 -0.044
11 0.027 0.095
12 -0.098 -0.127
13 0.113 0.122
14 -0.074 -0.108
15 -0.160 -0.137
16 -0.018 -0.095
17 -0.103 -0.116
18 0.132 0.021
19 0.040 0.053
20 -0.022 0.002
21 -0.021 -0.015
22 -0.023 0.033
23 -0.069 -0.066

24 -0.115 -0.122_

0.0431 0.836
1.3232 0.516
1.7737 0.621
1.8933 0.755
3.4624 0.629
4.4467 0.616
4.5537 0.714
5.3488 0.720
5.4721 0.791
5.6467 0.844
5.7075 0.892
6.5472 0.886
7.6744 0.864
8.1681 0.880
10.525 0.785
10.555 0.836
11.567 0.826
13.259 0.776
13.414 0.817
13.462 0.857
13.507 0.890
13.563 0.916
14.078 0.925
15.517 _0.905

Com a hipotese de homocedasticidade satisfeita, devemos nos concentrar se o fundamento

tedrico € satisfeito.
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Para isso, calcularemos e analisaremos o multiplicador de longo prazo das vendas em relagdo

a renda do consumidor;

>
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Como um aumento na renda do consumidor acarreta em um aumento na venda de

refrigerante, temos que o sinal do multiplicador deve ser positivo, que ¢ confirmado pois em

nosso caso, o multiplicador ¢ de 44.69.

Como todos os aspectos foram satisfeitos, ja& podemos usar o modelo para fins de previsao.

16000 -
14000 +
12000 -

10000 1 —Venda Real
8000 -

6000 —Venda Estimada
4000 -

2000 +
0
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ago/96 A
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ago/00
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20.00% -

15.00% -

10.00% |
——ADL
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1600
Forecast: VENDAF3
Actual: VENDA

140004 Sample: 2001:07 2002:07

Include observations: 13
120004 Root Mean S quared E mo604.2192
Mean Absolute Error  483.3522
Mean Abs. P ercent Emor5.512522
Theil Inequality Coefficieft030783
Bias P roportion 0.361204
Variance Proportion 0.114123
Covariance P roportiof.524673

10000

8000

600 T | T | T | T | T | T
01:07 01:09 01:11 0201 0203 0205 02:07

| — VENDAF3---+2S H.

Root Mean Squared Error  604.2192
Mean Absolute Error 483.3522
Mean Abs. Percent Error 5.512522
Theil Inequality Coefficient 0.030783
Bias Proportion 0.361204
Variance Proportion 0.114123
Covariance Proportion  0.524673

Assim como os outros modelos, o0 nosso modelo ADL apresentou um 6timo Theil Inequality
Coefficient ¢ uma concentragdo de erros na covariancia. Além disso, erros na variancia
também foram significativos nesse modelo. Vale ressaltar, que como o modelo ADL leva em
consideracdo valores defasados de variaveis exdgenas, o mais correto seria a estimacao dessas
variaveis. Em nosso caso, estamos realizando a previsao com dados reais da renda média real
para o periodo da previsdo. Assim, o modelo ADL pode apresentar um melhor ajuste aos
dados reais nesse caso, pois ele esta “ganhando informagao”.

Nos modelos até agora analisados, tivemos que as vendas eram variaveis endogenas ¢ a renda
do consumidor como varidvel exdgena. Nosso proximo passo ¢ analisar outros modelos de
previsao como o VAR e o VEC onde ndo existe distin¢do entre varidveis endogenas ou

exogenas.




35

iii) MODELOS DE AUTO-REGRESSAO VETORIAL IRRESTRITO (VAR)
iv) MODELOS DE CORRECAO DE ERRO (VEC)

Nos modelos de Auto-Regressao vetorial, ndo existe qualquer disting@o entre as variaveis
endogenas ou exodgenas. Em nosso modelo, as vendas de refrigerante sdo explicadas em
termos de seus proprios valores defasados e dos valores defasados de Renda e do Preco.
Assim, ndo precisamos determinar quais varidveis sdo exogenas ou enddgenas, todas elas sdo

enddgenas.

O modelo VAR para duas varidveis enddgenas (Venda e Preco), segue a seguinte forma:

Onde os us sdo os termos de erro estocastico, mais conhecidos como impulsos.

Em nosso estudo, adotaremos um modelo com 3 variaveis endogenas: Venda, Renda e Preco.
Analisaremos diferentes modelos, a partir da série de Vendas Dessazonalizada e Sazonalizada
além do modelo Irrestrito e 0 Modelo com o Mecanismo de Corre¢do de Erros. Assim,

teremos 4 modelos diferentes e analisaremos os resultados de cada um separadamente.

O Mecanismo de Corre¢do de Erro (MCE) ¢ um meio de reconciliar o comportamento a curto
prazo de uma variavel com o seu comportamento de longo prazo. Ele permite calcular qual
propor¢ao de desequilibrio de uma varidvel em um determinado periodo € corrigida no

proximo periodo.

Inicialmente estimamos um modelo com um numero grande de defasagens e retiramos as
defasagens, sempre observando o efeito da extracdo sobre os critérios de formagao de Akaike

e Schwarz.



1) Modelo Irrestrito — Série de Vendas Dessazonalizada

Defazagens| Akaike Information Criteria | Schwarz Criteria
1a 16. 21025 19.12825
d 16.13999 18.75542
d 16.05325 18.37073
7 15.92308 17.84714
G 15.75734 17.49237
5 15.56013 17.31047
12000
11000 -
10000 -
——endasa
9000 -
— vendasaf
8000 -
7000 -
6000 TTTTTT T I T I T T T I T T I T T T T T I T I T T I I T T I T T T I I T I I T T I I I IrTaTT ]
1 7 1319 25 31 37 43 49 55 61 67 73 79 85 91

Date: 11/23/02 Time: 14:05

Sample(adjusted): 1995:02 2001:06
Included observations: 77 after adjusting endpoints
Standard errors & t-statistics in parentheses

VENDASA  RENDA PRECO
VENDASA(-1)  0.250695  -0.000461  1.79E-06
(0.12882)  (0.00121)  (5.4E-06)
(1.94610)  (-0.38065)  (0.33194)
VENDASA(-2)  0.275533  -0.000537  9.09E-07
(0.12943)  (0.00122)  (5.4E-06)
(2.12886)  (-0.44176)  (0.16767)
VENDASA(-3)  0.298413  -0.000130  1.60E-06
(0.13424)  (0.00126)  (5.6E-06)
(2.22295)  (-0.10321)  (0.28533)
VENDASA(-4)  -0.159880  0.000772  -3.37E-07
(0.13699)  (0.00129)  (5.7E-06)
(-1.16712)  (0.59946)  (-0.05868)
VENDASA(-5)  0.041608  0.000475  1.14E-05
(0.13100)  (0.00123)  (5.5E-06)
(0.31763)  (0.38619)  (2.07871)
VENDASA(-6)  0.245696  -0.001347  -1.21E-05
(0.12141)  (0.00114)  (5.1E-06)
(2.02372)  (-1.18093)  (-2.37326)
RENDA(-1) 1091227  0.591169  -0.001407
(13.5041)  (0.12692)  (0.00057)
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(0.80807)  (4.65796)  (-2.48833)

RENDA(-2) 9.117945  0.156323  0.003534
(15.6114)  (0.14672)  (0.00065)

(-0.58406)  (1.06544)  (5.40568)

RENDA(-3) 7540617  -0.141246  0.000345
(18.9317)  (0.17793)  (0.00079)

(0.39831)  (-0.79384)  (0.43523)

RENDA(-4) -14.95998  0.088011  -0.001695
(17.9028)  (0.16826)  (0.00075)

(-0.83562)  (0.52308)  (-2.26123)

RENDA(-5) 6.641118  0.034288  0.000641
(18.3836)  (0.17278)  (0.00077)

(-0.36125)  (0.19845)  (0.83204)

RENDA(-6) 5657849  0.116317  -0.001080
(16.0199)  (0.15056)  (0.00067)

(0.35318)  (0.77256)  (-1.61016)

PRECO(-1) -2456.974  23.02131  0.896318
(2990.40)  (28.1049)  (0.12524)

(-0.82162)  (0.81912)  (7.15685)

PRECO(-2) 6057.310  -31.94467  0.079942
(3931.74)  (36.9518)  (0.16466)

(1.54062)  (-0.86450)  (0.48549)

PRECO(-3) -1690.473  9.409355  -0.062275
(3759.60)  (35.3340)  (0.15745)

(-0.44964)  (0.26630)  (-0.39551)

PRECO(-4) 1399.289  3.877851  0.130714
(3759.50)  (35.3331)  (0.15745)

(0.37220)  (0.10975)  (0.83020)

PRECO(-5) -3562.920  -4.544606  -0.105401
(3308.73)  (31.0966)  (0.13857)

(-1.07682)  (-0.14614)  (-0.76063)

PRECO(-6) 680.4245  1.187078  -0.093107
(2487.99)  (23.3830)  (0.10420)

(0.27348)  (0.05077)  (-0.89356)

c 790.8974  28.55545  0.124288
(2048.53)  (19.2528)  (0.08579)

(0.38608)  (1.48318)  (1.44870)

R-squared 0.792083  0.636978  0.870595
Adj. R-squared 0.727557  0.524317  0.830434
Sum sq. resids 9921903.  876.3906  0.017403
S.E. equation 4136028  3.887182  0.017322
F-statistic 12.27539  5.653896  21.67801
Log likelihood -562.2666  -202.8905  213.9468
Akaike AIC 15.09783 5763390  -5.063555
Schwarz SC 1567617  6.341732  -4.485213
Mean dependent ~ 8769.175  122.8540  1.270093
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S.D. dependent 792.4015 5.636063

0.042065

Determinant Residual 318.3625
Covariance

Log Likelihood -549.6576
Akaike Information Criteria 15.75734
Schwarz Criteria _17.49237

2) Modelo Irrestrito — Série de Vendas com sazonalidade

Defasagens| Akaike Information Criteria | Schwarz Criteria

10 1592657
H 15.80344
g 1645955

15.844585
18.41887
1877680

15000 -
14000 -
13000 -
12000 -
11000 -
10000 -
9000 -
8000 -
7000 -

——venda
— vendaf

6000 AR LR AR R IR IR AR IR IR AN R IR AN RN RN RN IR AR NN RN IN AR RN I AR RN AR ]

1 7 13 19 25 31 37 43 49 55 61 67 73 79 85 91

Date: 11/23/02 Time: 14:13
Sample(adjusted): 1995:05 2001:06

Included observations: 74 after adjusting endpoints

Standard errors & t-statistics in parentheses

VENDA RENDA PRECO
VENDA(-1) -0.235924  -0.002696  -3.72E-07
(0.19213)  (0.00056)  (3.8E-06)
(-1.22797)  (-4.78272)  (-0.09892)
VENDA(-2) 0.424971  0.000523  8.10E-07
(0.25069)  (0.00074)  (4.9E-06)
(1.69517)  (0.71056)  (0.16510)
VENDA(-3) 0.702126  0.001208  4.85E-06
(0.25805)  (0.00076)  (5.1E-086)
(2.72089)  (1.59488)  (0.95983)
VENDA(-4) 0.024276  0.000902  -6.56E-06
(0.23820)  (0.00070)  (4.7E-08)
(0.10191)  (1.29068)  (-1.40713)
VENDA(-5) -0.090183  -0.000959  7.40E-06
(0.21960)  (0.00064)  (4.3E-06)
(-0.41067)  (-1.48856)  (1.72252)
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VENDA(-6)

VENDA(-7)

VENDA(-8)

VENDA(-9)

RENDA(-1)

RENDA(-2)

RENDA(-3)

RENDA(-4)

RENDA(-5)

RENDA(-6)

RENDA(-7)

RENDA(-8)

RENDA(-9)

PRECO(-1)

PRECO(-2)

-0.850621
(0.23500)
(-3.61967)

0.060523
(0.22827)
(0.26514)

-0.107345
(0.21789)
(-0.49265)

1.160558
(0.19678)
(5.89787)

138.5827
(75.1838)
(1.84325)

-104.6003
(94.1701)
(-1.11076)

-89.65634
(95.7092)
(-0.93676)

107.2792
(90.2141)
(1.18916)

-83.54914
(85.2823)
(-0.97968)

134.8273
(88.4082)
(1.52505)

-55.34126
(76.3062)
(-0.72525)

125.7554
(72.3313)
(1.73860)

-173.6270
(59.9650)
(-2.89547)

3222.213
(7786.37)
(0.41383)

-11435.73
(10140.8)
(-1.12769)

-0.002255
(0.00069)
(-3.26995)

3.66E-05
(0.00067)
(0.05465)

-6.92E-05
(0.00064)
(-0.10829)

0.001881
(0.00058)
(3.25822)

0.997511
(0.22061)
(4.52168)

0.010521
(0.27632)
(0.03807)

-0.466337
(0.28083)
(-1.66055)

0.036010
(0.26471)
(0.13604)

0.075960
(0.25024)
(0.30355)

0.558590
(0.25941)
(2.15331)

-0.333520
(0.22390)
(-1.48959)

0.157369
(0.21224)
(0.74148)

-0.101331
(0.17595)
(-0.57590)

21.61374
(22.8470)
(0.94602)

-27.51821
(29.7555)
(-0.92481)

-7.43E-06
(4.6E-06)
(-1.61437)

1.01E-05
(4.5E-06)
(2.25672)

-1.55E-06
(4.3E-06)
(-0.36320)

4.08E-07
(3.9E-06)
(0.10590)

-0.000374
(0.00147)
(-0.25403)

0.003814
(0.00184)
(2.06890)

-0.001937
(0.00187)
(-1.03388)

0.001691
(0.00177)
(0.95751)

-0.001405
(0.00167)
(-0.84177)

0.000721
(0.00173)
(0.41652)

-0.001917
(0.00149)
(-1.28314)

-0.000625
(0.00142)
(-0.44115)

0.000234
(0.00117)
(0.19970)

0.924846
(0.15241)
(6.06797)

-0.021631
(0.19850)
(-0.10897)
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PRECO(-3) 18004.00 39.35490 -0.041087

(10000.1) (29.3426) (0.19575)

(1.80038) (1.34122) (-0.20990)

PRECO(-4) -7209.898 -15.08699 0.202026

(9394.70) (27.5662) (0.18390)

(-0.76744) (-0.54730) (1.09858)

PRECO(-5) -1813.665 -10.39991 -0.240305

(9256.29) (27.1601) (0.18119)

(-0.19594) (-0.38291) (-1.32628)

PRECO(-6) -3425.144 -19.75991 0.106743

(9466.81) (27.7778) (0.18531)

(-0.36181) (-0.71136) (0.57603)

PRECO(-7) -3306.971 -4.095398 0.025860

(9500.54) (27.8767) (0.18597)

(-0.34808) (-0.14691) (0.13906)

PRECO(-8) 1894.178 14.84837 -0.255168

(8604.20) (25.2467) (0.16842)

(0.22015) (0.58813) (-1.51504)

PRECO(-9) 5230.904 -0.099206 0.182534

(6415.41) (18.8243) (0.12558)

(0.81537) (-0.00527) (1.45355)

C -2014.489 22.43612 0.055169

(5944.48) (17.4424) (0.11636)

(-0.33888) (1.28629) (0.47412)

R-squared 0.769649 0.840925 0.889531

Adj. R-squared 0.634443 0.747555 0.824691

Sum sq. resids 38599375 332.3284 0.014790

S.E. equation 916.0332 2.687849 0.017931

F-statistic 5.692418 9.006357 13.71876

Log likelihood -592.0947 -160.5776 210.1603

Akaike AIC 16.75932 5.096692 -4.923250

Schwarz SC 17.63112 5.968501 -4.051442

Mean dependent 8868.211 123.2641 1.270097

S.D. dependent 1515.073 5.349599 0.042825
Determinant Residual 151.3416

Covariance

Log Likelihood -500.7273
Akaike Information Criteria 15.80344
Schwarz Criteria 18.41887
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3) Modelo Restrito — Mecanismo de Correcao de Erro - Série com Sazonalidade

Defasagens| Akaike Infarmation Criteria | Schwarz Criteria
1439645
15.86133

11
10

17.8383
1589224

15000.00 ~
14000.00 -
13000.00
12000.00 -
11000.00
10000.00
9000.00 -
8000.00 -
7000.00 -

——venda

—— vendaf

600000 T TTT IO T T T T T T T T T T T T O T T T T T T I T T I T ITriir T
1 7 1319 25 31 37 43 49 55 61 67 73 79 85 91

Date: 11/23/02 Time: 14:25
Sample(adjusted): 1995:08 2001:06
Included observations: 71 after adjusting endpoints
Standard errors & t-statistics in parentheses

Cointegrating Eq:  CointEqg1
VENDA(-1) 1.000000
RENDA(-1) 44.60429
(12.0735)
(3.69441)
PRECO(-1) -535.5536
(1836.41)
(-0.29163)
C -13764.88
Error Correction: D(VENDA) D(RENDA) D(PRECO)
CointEq1 -0.394650 -0.003956 -1.10E-06
(0.19933) (0.00067) (8.1E-06)
(-1.97983) (-5.87126) (-0.13643)
D(VENDA(-1)) -0.566670 0.002167 1.60E-06
(0.27497) (0.00093) (1.1E-05)
(-2.06088) (2.33171) (0.14297)
D(VENDA(-2)) -0.506717 0.001775 8.80E-06
(0.29652) (0.00100) (1.2E-05)
(-1.70886) (1.77093) (0.73036)
D(VENDA(-3)) -0.474886 0.001612 1.98E-05
(0.29281) (0.00099) (1.2E-05)
(-1.62184) (1.62844) (1.66501)
D(VENDA(-4)) -0.868138 0.001674 1.26E-05
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D(VENDA(-5))

D(VENDA(-6))

D(VENDA(-7))

D(VENDA(-8))

D(VENDA(-9))

D(VENDA(-10))

D(VENDA(-11))

D(RENDA(-1))

D(RENDA(-2))

D(RENDA(-3))

D(RENDA(-4))

D(RENDA(-5))

D(RENDA(-6))

D(RENDA(-7))

(0.26381)
(-3.29076)

-0.726870
(0.23208)
(-3.13195)

-0.797162
(0.20073)
(-3.97136)

-0.741777
(0.19934)
(-3.72110)

-1.007726
(0.19541)
(-5.15704)

-0.852659
(0.20835)
(-4.09251)

-0.815969
(0.17337)
(-4.70645)

-0.797252
(0.16719)
(-4.76844)

-7.137531
(41.5358)
(-0.17184)

-54.77387
(43.1634)
(-1.26899)

-87.16962
(43.4370)
(-2.00681)

62.91263
(42.4412)
(1.48235)

6.500924
(50.0801)
(0.12981)

-20.45407
(51.4313)
(-0.39770)

-20.23084
(48.9512)
(-0.41329)

(0.00089)
(1.87723)

0.001219
(0.00078)
(1.55458)

0.000455
(0.00068)
(0.67028)

0.000493
(0.00067)
(0.73213)

-0.000598
(0.00066)
(-0.90530)

-0.000576
(0.00070)
(-0.81767)

-0.001300
(0.00059)
(-2.21932)

-1.75E-05
(0.00057)
(-0.03105)

-0.215461
(0.14038)
(-1.53480)

-0.278950
(0.14589)
(-1.91212)

-0.482535
(0.14681)
(-3.28681)

-0.427652
(0.14344)
(-2.98132)

-0.346510
(0.16926)
(-2.04718)

-0.206646
(0.17383)
(-1.18879)

-0.603406
(0.16545)
(-3.64713)

(1.1E-05)
(1.17182)

1.56E-05
(9.4E-06)
(1.65415)

1.09E-06
(8.2E-06)
(0.13404)

1.30E-05
(8.1E-06)
(1.60088)

1.00E-05
(7.9E-06)
(1.26499)

1.77E-05
(8.5E-086)
(2.09616)

1.80E-05
(7.0E-06)
(2.55018)

1.28E-05
(6.8E-06)
(1.87920)

0.000244
(0.00169)
(0.14463)

0.002549
(0.00175)
(1.45391)

2.76E-06
(0.00176)
(0.00156)

0.001943
(0.00172)
(1.12683)

-0.000304
(0.00203)
(-0.14922)

0.000696
(0.00209)
(0.33306)

-0.002303
(0.00199)
(-1.15798)
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D(RENDA(-8))

D(RENDA(-9))

D(RENDA(-10))

D(RENDA(-11))

D(PRECO(-1))

D(PRECO(-2))

D(PRECO(-3))

D(PRECO(-4))

D(PRECO(-5))

D(PRECO(-6))

D(PRECO(-7))

D(PRECO(-8))

D(PRECO(-9))

D(PRECO(-10))

D(PRECO(-11))

37.76557
(44.1975)
(0.85447)

-6.435047
(44.1576)
(-0.14573)

-55.98512
(41.4960)
(-1.34917)

-73.05357
(40.4555)
(-1.80577)

3967.758
(4198.85)
(0.94496)

-926.6594
(4181.05)
(-0.22163)

1688.618
(4266.57)
(0.39578)

7216.026
(4073.35)
(1.77152)

1832.268
(4160.83)
(0.44036)

13247.85
(3939.54)
(3.36279)

1871.119
(3632.83)
(0.51506)

3188.393
(3501.32)
(0.91063)

3223.110
(3636.26)
(0.88638)

-698.0243
(3637.96)
(-0.19187)

-1733.608
(3422.83)
(-0.50648)

-0.390091
(0.14938)
(-2.61140)

-0.442353
(0.14925)
(-2.96393)

-0.262744
(0.14025)
(-1.87340)

-0.655619
(0.13673)
(-4.79490)

15.47768
(14.1914)
(1.09064)

6.548822
(14.1312)
(0.46343)

36.90851
(14.4203)
(2.55949)

34.35850
(13.7672)
(2.49567)

47.36813
(14.0629)
(3.36831)

28.05251
(13.3150)
(2.10684)

18.90758
(12.2783)
(1.53991)

30.32458
(11.8339)
(2.56252)

1.994985
(12.2899)
(0.16233)

9.586373
(12.2957)
(0.77965)

5.419396
(11.5686)
(0.46846)

-0.001392
(0.00180)
(-0.77509)

-0.001581
(0.00179)
(-0.88159)

-0.002464
(0.00169)
(-1.46152)

-0.001568
(0.00164)
(-0.95434)

-0.003876
(0.17057)
(-0.02272)

-0.008744
(0.16985)
(-0.05148)

0.118060
(0.17333)
(0.68115)

0.224853
(0.16548)
(1.35882)

-0.032536
(0.16903)
(-0.19248)

-0.087970
(0.16004)
(-0.54968)

0.008375
(0.14758)
(0.05675)

-0.224971
(0.14224)
(-1.58165)

0.134242
(0.14772)
(0.90876)

0.160976
(0.14779)
(1.08923)

0.013923
(0.13905)
(0.10013)
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c 351.9809  0.301635  -0.002544
(70.2972)  (0.23759)  (0.00286)
(5.00704)  (1.26955)  (-0.89080)

R-squared 0.956667 0.926969 0.631978
Adj. R-squared 0.915741 0.857994 0.284402
Sum sq. resids 7449654. 85.09917 0.012294

S.E. equation 454.9009 1.537487 0.018480
F-statistic 23.37564 13.43936 1.818245
Log likelihood -511.1601 -107.1750 206.7315
Akaike AIC 15.38479 4.004930 -4.837506
Schwarz SC 16.50020 5.120335 -3.722100

Mean dependent 35.10980 -0.005493 0.000845
S.D. dependent 1567.143 4.079986 0.021846

Determinant Residual 17.12590
Covariance

Log Likelihood -403.0749
Akaike Information Criteria 14.39648
Schwarz Criteria _17.83830

4) Modelo Restrito — Mecanismo de Correcao de Erro - Série Dessazonalizada

Defasagens| Akaike Infarmation Criteria | Schwarz Criteria
13 14.4831 18.56777
12 14.36635 18.12455
11 14 63522 13.12804

12000 -

11000 -

10000 +

——vendasa
9000 -

—— vendasaf

8000 -
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6000 TTTTT T T I T T T I T T T T T I T T T T T T T T T T T T T I T T I T T I T I T T I T I IT I T I IT ITT Tl
1 7 1319 25 31 37 43 49 55 61 67 73 79 85 91

Date: 11/23/02 Time: 14:35

Sample(adjusted): 1995:09 2001:06

Included observations: 70 after adjusting endpoints
Standard errors & t-statistics in parentheses

Cointegrating Eq:  CointEq1
VENDASA(-1) 1.000000

RENDA(-1) 52.14484
(18.1334)
(2.87563)
PRECO(-1) 1479.747

(2838.04)



(0.52140)
C -17175.55
Error Correction: D(VENDASA) D(RENDA) D(PRECOQO)
CointEq1 -0.065426 -0.003153 -1.02E-05
(0.21720) (0.00089) (1.0E-05)
(-0.30122) (-3.52323) (-1.02156)
D(VENDASA(-1)) -0.733818 0.002706 1.73E-05
(0.25615) (0.00106) (1.2E-05)
(-2.86480) (2.56409) (1.47519)
D(VENDASA(-2)) -0.587946 0.003893 1.93E-05
(0.26862) (0.00111) (1.2E-05)
(-2.18878) (3.51771) (1.56721)
D(VENDASA(-3)) -0.327434 0.003826 2.55E-05
(0.30457) (0.00125) (1.4E-05)
(-1.07508) (3.04903) (1.82584)
D(VENDASA(-4)) -0.494894 0.003684 1.34E-05
(0.30299) (0.00125) (1.4E-05)
(-1.63338) (2.95110) (0.96241)
D(VENDASA(-5)) -0.297903 0.002955 2.57E-05
(0.30077) (0.00124) (1.4E-05)
(-0.99048) (2.38433) (1.86235)
D(VENDASA(-6)) -0.266591 0.002822 8.27E-06
(0.27219) (0.00112) (1.2E-05)
(-0.97945) (2.51661) (0.66146)
D(VENDASA(-7)) -0.461776 0.002250 1.32E-05
(0.27909) (0.00115) (1.3E-05)
(-1.65458) (1.95684) (1.03409)
D(VENDASA(-8)) -0.484389 0.000228 1.20E-05
(0.25009) (0.00103) (1.1E-05)
(-1.93683) (0.22102) (1.04655)
D(VENDASA(-9)) -0.413558 0.000498 1.71E-05
(0.23136) (0.00095) (1.1E-05)
(-1.78755) (0.52221) (1.60710)
D(VENDASA(- -0.331370 0.001669 3.01E-05
10))
(0.22497) (0.00093) (1.0E-05)
(-1.47292) (1.80071) (2.91302)
D(VENDASA(- -0.357680 0.003110 1.44E-05
11))
(0.23851) (0.00098) (1.1E-05)
(-1.49962) (3.16471) (1.31421)
D(VENDASA(- 0.240424 0.000693 1.20E-05
12))
(0.23516) (0.00097) (1.1E-05)
(1.02237) (0.71532) (1.10775)
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D(RENDA(-1))

D(RENDA(-2))

D(RENDA(-3))

D(RENDA(-4))

D(RENDA(-5))

D(RENDA(-6))

D(RENDA(-7))

D(RENDA(-8))

D(RENDA(-9))

D(RENDA(-10))

D(RENDA(-11))

D(RENDA(-12))

D(PRECO(-1))

D(PRECO(-2))

D(PRECO(-3))

6.226993
(26.9492)
(0.23106)

6.507418
(24.1040)
(0.26997)

1.878742
(23.6301)
(0.07951)

8.157304
(22.6334)
(0.36041)

4.725827
(23.5254)
(0.20088)

7177322
(26.7894)
(-0.26792)

-8.793130
(33.6371)
(-0.26141)

-12.30530
(36.9321)
(-0.33319)

-3.350683
(34.0187)
(-0.09850)

-5.523322
(34.2238)
(-0.16139)

-9.861478
(32.6097)
(-0.30241)

19.02879
(33.0028)
(0.57658)

-1209.479
(3671.92)
(-0.32939)

341.2603
(3639.19)
(0.09377)

1478.389
(3697.36)

-0.272158
(0.11104)
(-2.45098)

-0.276990
(0.09932)
(-2.78893)

-0.291637
(0.09736)
(-2.99531)

-0.249295
(0.09326)
(-2.67317)

-0.339333
(0.09693)
(-3.50069)

-0.507873
(0.11038)
(-4.60105)

-0.594962
(0.13860)
(-4.29275)

-0.419477
(0.15217)
(-2.75656)

-0.408791
(0.14017)
(-2.91641)

-0.388846
(0.14101)
(-2.75748)

-0.463225
(0.13436)
(-3.44754)

0.451506
(0.13598)
(3.32030)

5.661343
(15.1297)
(0.37419)

23.88625
(14.9948)
(1.59297)

46.29513
(15.2345)

-0.003167
(0.00124)
(-2.55992)

0.001300
(0.00111)
(1.17484)

0.000783
(0.00108)
(0.72167)

-0.000575
(0.00104)
(-0.55304)

9.67E-05
(0.00108)
(0.08954)

-0.001893
(0.00123)
(-1.53947)

-0.001819
(0.00154)
(-1.17789)

-0.001741
(0.00170)
(-1.02706)

-0.002375
(0.00156)
(-1.52089)

-0.002369
(0.00157)
(-1.50809)

-0.002277
(0.00150)
(-1.52128)

-0.003494
(0.00152)
(-2.30641)

0.034356
(0.16857)
(0.20381)

0.081614
(0.16707)
(0.48851)

0.034046
(0.16974)
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(0.39985) (3.03884) (0.20058)

D(PRECO(-4)) 7880.246 51.33160 0.328064

(4013.22) (16.5359) (0.18424)

(1.96357) (3.10424) (1.78065)

D(PRECO(-5)) -225.6023 42.56482 -0.004433

(4309.37) (17.7562) (0.19783)

(-0.05235) (2.39719) (-0.02241)

D(PRECO(-6)) 7874.655 -5.561816 0.112903

(4687.65) (19.3148) (0.21520)

(1.67987) (-0.28796) (0.52464)

D(PRECO(-7)) -2441.945 6.726406 -0.032929

(4017.31) (16.5528) (0.18443)

(-0.60786) (0.40636) (-0.17855)

D(PRECO(-8)) 1894.041 8.233982 -0.103051

(3401.72) (14.0163) (0.15617)

(0.55679) (0.58746) (-0.65989)

D(PRECO(-9)) -1251.392 0.433904 0.173958

(3336.76) (13.7487) (0.15318)

(-0.37503) (0.03156) (1.13562)

D(PRECO(-10)) -1295.894 24.92250 0.226221

(3139.10) (12.9342) (0.14411)

(-0.41282) (1.92686) (1.56979)

D(PRECO(-11)) -643.1084 8.243500 -0.072139

(3378.79) (13.9219) (0.15511)

(-0.19034) (0.59213) (-0.46507)

D(PRECO(-12)) 1576.319 14.85946 -0.096380

(3123.07) (12.8682) (0.14337)

(0.50473) (1.15474) (-0.67223)

C 182.4504 -0.563392 -0.003774

(76.3169) (0.31445) (0.00350)

(2.39069) (-1.79165) (-1.07710)

R-squared 0.716137 0.927862 0.687585

Adj. R-squared 0.387920 0.844452 0.326355

Sum sq. resids 4939505. 83.85997 0.010410

S.E. equation 392.8861 1.618834 0.018037

F-statistic 2.181903 11.12417 1.903454

Log likelihood -490.0755 -105.6486 209.1458

Akaike AIC 15.08787 4.104244 -4.889879

Schwarz SC 16.30848 5.324856 -3.669267

Mean dependent 37.83928 -0.029000 0.000714

S.D. dependent 502.1838 4.104599 0.021975
Determinant Residual 12.30322

Covariance

Log Likelihood -385.8222
Akaike Information Criteria 14.36635
Schwarz Criteria 18.12455
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IV- CONLUSAO

Na verdade, ndo existe um modelo melhor ou pior para a previsao de vendas no mercado de
regrigerantes. Todos os modelos estudados, apresentaram um bom ajuste e tem suas

ventagens e desvantagens.

20.00% -
15.00% -
10.00% - —ADL
— ARIMA
5.00% - SARIMA

0000/0 T \\/ T

N N N N \/Q (1/ (1, (b q/ (1/ %
S O © O © ¥ © & & T o ©
500 & £ & & & @ S S S S D

ARIMA | SARIMA ADL
Root Mean Squared Error 596.256] 687.377] 604.219
Mean Absolute Error 470.06] 538.995] 483.352
Mean Abs. Percent Error 5.33143] 5.95573] 5.51252
Theil Inequality Coefficient 0.03032] 0.03473] 0.03078
Bias Proportion 0.43933] 0.55298] 0.3612
Variance Proportion 0.07392] 0.00427] 0.11412
Covariance Proportion 0.48675] 0.44275] 0.52467

e O modelo ARIMA apresentou melhores resultados que os demais

e Os estatisticas do modelo ADL podem estar superestimadas, pois sua previsao elvou
em consideracdo valores reais da renda, e ndo valores estimados.

e Todos os modelos levam a um erro maior na propor¢ado da variancia, indicando que os
erros de previsao que os erros de previsao do modelo sdo baseados em erros nao
sistémicos.

e Erros de propor¢do na varidncia foram maiores no modelo ADL enquanto no modelo
SARIMA a média dos valores estimados ficou distante da média dos valores reais.

e O més de Janeiro nao conseguiu ser reproduzido por nenhum modelo, mesmo o que

levou em consideragdo variaveis exogenas, fazendo-nos supor que houve uma falha de



execuc¢ao da industria, ou falta de matéria prima, ou at¢ mesmo uma antecipacao das

vendas de Dezembro, ja que os modelos subestimaram as vendas desse més.

Os modelos VAR e VEC também apresentam um bom ajuste da realidade.

30% -
25% -
20% - s\
15% - —— modelo1
10% 1 7 Q ——modelo2
5% \ \ /g ——modelo3
0% \/ ‘ W%Aﬁ modelo4
-5% i

-10% -
-15%

jul/o1
ago/01
set/01
out/01
nov/01
dez/01
jan/02
fev/02
mar/02

abr/02
mai/02
jun/02

jul/02

Com base nesses resultados, podemos tirar diversas conclusdes sobre a capacidade preditiva
dos modelos:

Todos os modelos superestima o volume de vendas na maioria dos meses.

A capacidade preditiva dos modelos reduz-se bastante quando analisamos
principalmente os meses de dezembro a fevereiro, onde as vendas foram muito
menores do que o esperado (especialmente em Janeiro/02).

Ambos modelos com séries dessazonalizadas apresentaram desempenho melhor que
os demais.

Os Modelos VEC com mecanismos de correcao do erro também apresentaram
melhores resultados, o que comprova que alteragdes de Curto Prazo no Precgo e na

Renda tem efeitos positivos significativos sobre as Vendas que sdo corrigidos
mensalmente

Na média, o modelo 3 (com sazonalidade das vendas ¢ Mecanismo de Corregao de
Erro) apresentou resultados mais proximos da realidade.

O modelo com o pior ajuste foi o modelo 1, com a série dessazonalizada e sem o0 MCE
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